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As complexity increases, precise statements lose meaning and meaningful 
statements lose precision (Lofti Zadeh). 
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RESUMO 

 
Profissionais da Indústria do Petróleo são constantemente requeridos a tomar 
decisões complexas, sob condições de risco e incertezas, normalmente envolvendo 

grandes valores monetários. Portanto, necessitam de ferramentas que os auxiliem 
nesse processo, a fim de minimizar os riscos e maximizar os retornos financeiros de 
seus projetos.  

 
Esta monografia trata de técnicas de apoio à tomada de decisão que podem ser 
usadas na solução de problemas típicos da Indústria do Petróleo. Três exemplos 

serão usados para ilustrar esta discussão: (a) Modelo para predição do preço 
petróleo usando a Lógica Fuzzy; (b) Uso do Teorema de Bayes para estimar 
probabilidades condicionais para auxiliar na decisão de perfurar ou não poços de 

petróleo e calcular o Valor da Informação; (c) Uso de Algoritmo Genético para 
otimizar o itinerário de sondas de perfuração marítimas. 

 
 
ABSTRACT 

 
Petroleum Industry professionals are constantly required to make complex decisions 
under conditions of risk and uncertainty, usually involving large monetary values. 

Therefore, they need tools to assist them in this process in order to minimize the 
risks and maximize the financial returns of their projects.  
 

This paper addresses decision-making support tools that can be used to solve typic al 
problems of the Oil Industry . Three examples are used to illustrate the discussion: 
(a) Model for oil price prediction using Fuzzy Logic; (b) Use of Bayes' Theorem to 

estimate conditional probabilities to assist in the decision to drill or n ot to drill oil 
wells and calculate the Value of Information; (C) Use of Genetic Algorithm to 
optimize the route of offshore drilling rigs.  
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1. INTRODUÇÃO  

 

O uso de dados envolvendo risco e incerteza está entre os principais desafios 
encontrados por profissionais da indústria do petróleo (SUSLICK; SCHIOZER; 
RODRIGUEZ, 2009). Dentre esses profissionais, podemos citar: geofísicos, 
geólogos, petrofísicos, geoestatísticos, engenheiros (de perfuração, completação, 
reservatórios, produção etc.), além de gerentes de ativos. Os profissionais que 
trabalham na fase de exploração desejam quantificar as incertezas de encontrar 
hidrocarbonetos. Eles se concentram na análise de bacias ou campos de petróleo. 
Para um determinado prospecto, estimam, por exemplo, a probabilidade da 
existência de armadilhas geológicas (traps) e de um possível reservatório. 
Posteriormente, estimam o tamanho das reservas e os fluxos de caixa associados. 
Engenheiros de perfuração examinam dados históricos para estimar os prazos e 
custos normais de perfuração, além dos riscos de ocorrência de problemas comuns 
encontrados durante a perfuração, por exemplo, kicks e blowouts, perda de 
circulação e prisão de ferramenta. Engenheiros de reservatórios e de produção 
simulam tamanhos dos reservatórios, índices de produtividade, taxas de declínio de 
produção, custos de desenvolvimento do campo etc. Eles trabalham com os demais 
profissionais do ativo para estimar a quantidade de capital a ser investido na 
perfuração, em plataformas, em separadores e dutos para escoar a produção etc. 
Por sua vez, empresas de serviços públicos que transportam e distribuem gás 
natural estão preocupadas com questões de oferta e demanda, preços e custos, 
com a probabilidade de atingir picos de carga etc (MURTHA, 2000). 

A Figura 1.1 ilustra a complexidade de um fluxo de caixa típico de um projeto de 
Exploração e Produção (E&P) de petróleo, com base no sistema fiscal brasileiro 
(SUSLICK; SCHIOZER; RODRIGUEZ, 2009). 

 

 

Figura 1.1: Fluxo de caixa típico de um projeto de E&P, com base no sistema fiscal 
brasileiro (SUSLICK; SCHIOZER; RODRIGUEZ, 2009). 
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Portanto, baseado na complexidade dos problemas encontrados na indústria do 
petróleo, não é surpresa que métodos de inteligência computacional e modelos 
estocásticos ou probabilísticos estejam rapidamente substituindo os métodos 
determinísticos nessa importante indústria, uma vez que, para resolver problemas 
cada vez mais complicados, faz-se necessário ir além de técnicas convencionais, 
que muitas vezes não contemplam soluções multidisciplinares.  

Os modelos usados na inteligência computacional têm como base a mente humana 
e a evolução biológica. Dentre os principais métodos de inteligência computacional 
podemos citar os seguintes [(WUERGES; BORBA, 2010), (RAJASEKARAN; PAI, 
2012), (CASTRO; VON ZUBEN, 2016), (MITCHELL, 1999)]: 

(a) Redes Neurais: São algoritmos baseados em conceitos derivados de pesquisas 
sobre a natureza do cérebro, utilizados para tarefas cognitivas, tais como 
aprendizado e otimização. É uma técnica mais antiga do que a lógica fuzzy e 
algoritmos genéticos. O trabalho pioneiro em redes neurais é o de McCulloch e 
Pitts (1943). As redes neurais podem “aprender” por si mesmas as características 
de um problema, utilizando para seu aprendizado um conjunto de exemplos cuja 
resposta já seja conhecida.  

(b) Lógica Fuzzy, também conhecida na literatura como Lógica Nebulosa: Foi 
introduzida por Lotfi Zadeh em 1965, tendo ficado praticamente desconhecida 
pelo grande público até o final da década de 1980, quando o metrô de Sendai, no 
Japão, adotou um sistema baseado nessa tecnologia – o Automatic Train 
Operator (ATO). A lógica fuzzy é uma generalização da teoria clássica de 
conjuntos. As representações encontradas na lógica fuzzy tentam capturar o 
modo como as pessoas pensam e representam situações reais em face de 
incertezas causadas pela generalização, imprecisão, ambiguidade, acaso ou 
conhecimento incompleto. 

(c) Algoritmos Genéticos: Foram inventados por John Holland na década de 1960 e 
posteriormente desenvolvida por Holland e seus alunos e colegas da 
Universidade de Michigan nas décadas de 1960 e 1970. Consistem em técnicas 
de busca paralela que começam com um conjunto de soluções possíveis e, 
através de operações especiais (avaliação, seleção, crossover e mutação), 
evoluem progressivamente em direção a soluções mais promissoras. Assim 
como as redes neurais surgiram inspiradas no funcionamento do cérebro, os 
algoritmos genéticos foram inspirados na evolução, seleção natural e genética.  

(d) Programação Genética: Evolução de programas computacionais usando 
analogias com muitos dos mecanismos utilizados pela evolução biológica natural. 
Pode ser vista como uma extensão dos algoritmos genéticos. Embora haja muito 
espaço para novas ideias e necessidade de um maior entendimento de todos os 
mecanismos envolvidos, muitos problemas práticos já têm sido resolvidos com 
programação genética. Ela pode se constituir em uma opção especialmente 
interessante para o caso de programação de computadores com processamento 
paralelo. 

(e) Raciocínio Probabilístico (Probabilistic Reasoning): Inclui algoritmos genéticos, 
caos e partes da teoria da aprendizagem (learning theory). 
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Das tecnologias citadas acima, lógica fuzzy, redes neurais e probabilistic reasoning  
são normalmente conhecidas como soft computing. Este termo foi cunhado por Lotfi 
A. Zadeh para distingui-las da computação convencional, ou hard computing 
(NIKRAVESH; ZADEH; AMINZADEH, 2003). De acordo com Zadeh, soft computing 
difere da hard computing porque a primeira é tolerante com imprecisões, incertezas 
e verdades parciais, pois tem como modelo a mente humana. Como os métodos 
baseados em hard computing são predominantemente baseados em abordagens 
matemáticas, eles exigem um alto grau de precisão e exatidão, o que contrasta com 
muitos problemas de engenharia, cujos parâmetros de entrada não podem ser 
determinados com um elevado grau de precisão, fazendo com que as melhores 
estimativas dos parâmetros sejam usadas para obter as soluções para os 
problemas. Isto limita o uso de abordagens matemáticas para solucionar os 
chamados problemas inversos, que se distinguem de problemas diretos ou forward 
problems em que os dados são calculados diretamente a partir de um modelo 
matemático conhecido, conforme ilustra a Figura 2. 

 

 

Figura 1.2: Definição tradicional de problemas diretos e inversos (SNIEDER; 
TRAMPERT, 1999).  

 

Problemas inversos podem ser difíceis de resolver pelos seguintes motivos (JORGE 
PASSAMANI ZUBELLI, 2000): (a) diferentes valores dos parâmetros do modelo 
podem ser consistentes com os dados; (b) podem ser extremamente mal postos, no 
sentido técnico do termo, ou seja, pequenas variações nas medidas podem causar 
alterações significativas nos resultados; (c) descobrir os valores dos parâmetros do 
modelo podem exigir a exploração de um grande espaço de parâmetros, o que 
requer o tratamento de grandes massas de dados, que devem ser coletadas, 
organizadas e tratadas de forma eficiente; (d) os problemas inversos em geral são 
altamente não lineares, mesmo que o correspondente problema direto seja linear. 

Embora a maior parte das formulações de problemas inversos resultem em um 
problema de optimização, na verdade é melhor começar com uma formulação 
probabilística, de tal forma que a formulação de optimização surja como um 
subproduto (ERIC WEISSTEIN, 2016). Assim, por suas características, as técnicas 
de soft computing se mostram bastante eficazes para solucionar problemas 
inversos. 

Conforme ilustra a Figura 1.3, é possível integrar duas ou mais das técnicas de soft 
computing para tornar a solução de certos problemas ainda mais eficientes. 
Exemplos dessa integração são os modelos neuro-fuzzy (MatLab, FuzzyTech), 
fuzzy-genéticos e neuro-genéticos. Essa hibridização ou hibridação de tecnologias 
podem ser demonstradas através de arquiteturas como: Fuzzy-Back-Propagation 
Networks (NN-FL), Fuzzy ARTMAP (NN-FL) Simplificado, além de Memórias 
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Associativas Fuzzy (Fuzzy Associative Memories). Mais detalhes sobre este assunto 
podem ser encontrados em Rajasekaran e Pai (2012). 

 

 

Figura 1.3: Integração das tecnologias Lógica Fuzzy, Redes Neurais e Algoritmos 
Genéticos (RAJASEKARAN; PAI, 2012). 

 

A diversidade de aplicações de inteligência computacional na indústria do petróleo 
confirmam o crescente interesse de engenheiros de petróleo e geocientistas por tais 
técnicas. A seguir, alguns exemplos de importantes publicações mostrando essa 
diversidade de aplicações: 

(a) Nikravesh, Zadeh e Aminzadeh (2003): Esse livro mostra uma série de 
aplicações de lógica fuzzy, redes neurais e algoritmos genéticos a problemas 
relacionados à predição de propriedades de reservatórios (porosidade, 
espessura de areia, litologia e fluidos), processamento sísmico, estratigrafia, 
sísmica 4D e análise de testemunhos.  
 

(b) Nikravesh, Zadeh e Korotkikh (2004): Os autores introduzem a aplicação de 
equações diferenciais e relacionais com parâmetros fuzzy à solução de 
problemas da indústria do petróleo em geral e simulação de reservatórios em 
particular. Esses métodos possibilitam o tratamento mais efetivo de modelos de 
parametrização, inversão e simulação, com grande relevância para aplicações 
em problemas reais. 

 
(c) Selli (2007), Sousa (2011), Pacheco et al. (2007), Félix e Reis (2014): Esses 

trabalhos tratam de aplicações de redes neurais na identificação automática de 
padrões de escoamento bifásicos/multifásicos e/ou no cálculo das perdas de 
carga. No trabalho de Félix e Reis (2014) também são discutidas técnicas de 
controle automático aplicado a escoamentos multifásicos através de tubulações 
com o uso da lógica fuzzy para gerar o sinal de controle do escoamento 
multifásico a partir da determinação de parâmetros como velocidade, tamanho e 
frequência das golfadas.  

 

Escoamentos multifásicos são muito importantes na indústria do petróleo, pois 
estão presentes durante as fases de perfuração (circulação de kicks, por 
exemplo), produção (no reservatório, nas tubulações) e transporte através de 
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dutos. Neste tipo de escoamento, as fases presentes escoam no interior do duto 
assumindo distintas configurações espaciais, também chamadas de padrões de 
escoamento multifásicos. A correta identificação desses padrões é essencial 
para: (i) determinação da queda de pressão ao longo das linhas de escoamento; 
(ii) medição das vazões volumétricas transportadas; (iii) gerenciamento e 
fiscalização da produção. Esses aspectos se tornam ainda mais críticos em 
campos situados em águas profundas devido às grandes distâncias da costa, 
dificultando o escoamento da produção e elevando os custos envolvidos. 

(d) Castro e Eira Filho (2003): Esse trabalho discute o uso de um sistema de 
inferência fuzzy para seleção de poços de petróleo para o fraturamento 
hidráulico, baseado numa sistemática híbrida fuzzy-genética. 

(e) Oliveira Júnior (2014): O autor investiga o uso de técnicas de classificação 
automática de litofácies, que são unidades litológicas (rochas) que caracterizam 
o ambiente de formação e aspectos composicionais das rochas. Para que se 
forme um reservatório de petróleo, um conjunto de tipos de rochas precisa estar 
presente, sendo este um dos principais motivos para a classificação de litofácies.  
São investigados cinco métodos de classificação: multilayer perceptron (redes 
neurais), support vector machines, k-vizinhos mais próximos e regressão 
logística. 

(f) Félix (2009): Esse trabalho usa algoritmos genéticos para otimizar o itinerário de 
sondas de perfuração de poços de petróleo offshore, tendo como objetivo 
encontrar um programa que minimize o custo de aluguel de um conjunto pré-
determinado de poços e sondas. Bissoli (2014) resolve problema semelhante de 
roteamento de sondas, considerando sondas de intervenção (workover rigs) e 
usando a meta-heurística adaptive large neighborhood search. Também é 
importante citar o trabalho de Moreno et al. (2005) que investiga o panejamento 
de voos de helicópteros para plataformas situadas na Bacia de Campos. O autor 
usa dois métodos para resolver o problema proposto:  (a) Multi-commodity 
network flows e (b) Modelo com um número exponencial de variáveis e que pode 
ser considerado como uma decomposição do primeiro modelo.  

(g) Braña (2008): Esse trabalho usa lógica fuzzy no processo de tomada de decisão 
em projetos de exploração de campos de petróleo. 

 

Ao contrário dos modelos determinísticos em que cada parâmetro do modelo 
assume um determinado valor numérico, modelos estocásticos ou probabilísticos, 

que incorporam incertezas, assumem que seus parâmetros são variáveis aleatórias 
ou distribuições de probabilidade. Exemplos de aplicações desses modelos 
estocásticos na indústria do petróleo podem ser encontrados em Murtha (2000), 
Chilingar, Khilyuk e Reike (2005), e Campbell Junior, Sr. e Campbell (2001). Em 
especial, o trabalho de Murtha (2000) se concentra em aplicações do método de 
Monte Carlo e em outros duas ferramentas usadas em análise de risco, árvore de 
decisão e diagramas tipo tornado, que são normalmente usadas como 
complementos à simulação de Monte Carlo. São discutidos exemplos sobre 
estimativas de risco na exploração de hidrocarbonetos e durante as atividades de 
perfuração e produção. As soluções dos exemplos apresentados são baseadas no 
software @Risk da Palisade.  

Um trabalho interessante que também merece ser destacado é o de Margueron e 
Carpio (2005). Embora os autores não usem modelos estocásticos, eles apresentam 
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um desenvolvimento teórico muito interessante sobre a análise de projetos de 
exploração e produção de petróleo, desde a avaliação econômica tradicional, 
através do Fluxo de Caixa Descontado, até a apresentação da Teoria da Utilidade 
Multiatributo (MAUT), que possibilita a consideração dos riscos e incertezas típicos 
dos investimentos internacionais no setor upstream do petróleo em um ambiente 
competitivo entre as firmas. 

As definições de “risco” e “incerteza” sugeridas por Murtha (2000) serão adotadas 
neste trabalho. “Incerteza” descreverá e se referirá a gama de resultados possíveis, 
enquanto “risco” será reservado para descrever os ganhos ou perdas potenciais 
associados a resultados específicos. 

Nesta monografia, aplicaremos conceitos de probabilidade condicional e inteligência 
computacional para resolver três importantes problemas muito comuns na indústria 
do petróleo:  

(a) Modelo para predição do preço petróleo;  

(b) Modelo para auxiliar na decisão de perfurar ou não poços de petróleo e calcular o 
valor da informação;  

(c) Otimização do itinerário de sondas de perfuração offshore.  

 

1.1 MOTIVAÇÃO 

 

1.1.1 Previsão do Preço do Petróleo: 

A previsão do preço do petróleo é muito importante no processo de tomada de 
decisão em projetos de Exploração e Produção de Petróleo (E&P). Trata-se de uma 
tarefa difícil e normalmente pouco precisa devido à complexidade dos fatores que 
influenciam o seu preço, principalmente quando se trata de previsões de longo 
prazo. Tomemos como exemplo os ajustes no Plano de Negócios e Gestão (PNG) 
2015-2019 da Petrobras anunciado ao mercado em 12 de janeiro de 2016 
(PETROBRAS, 2016). Segundo a companhia, os ajustes visaram a preservação dos 
objetivos fundamentais de desalavancagem e geração de valor para os acionistas, 
estabelecidos no PNG 2015-2019, à luz dos novos patamares de preço do petróleo 
e taxa de câmbio. O novo preço do petróleo Brent e a taxa de câmbio utilizados 
como premissas para as projeções de investimentos e custos são os mostrados na 
Figura 1.4. Note que originalmente o PNG 2015-2019 assumiu o preço médio do 
Brent em US$ 60/barril. Essa previsão sofreu um ajuste em outubro de 2015 para 
US$ 54/barril e posteriormente para US$ 52/barril. Já para 2016, o PNG 2015-2019 
tinha assumido inicialmente o preço médio do Brent em US$ 70/barril. Foi alterado 
em outubro de 2015 para US$ 55/barril e atualmente está em US$ 45/barril. 
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Figura 1.4: Preços do petróleo Brent e taxas de câmbio - Plano de Negócios e  

Gestão (PNG) 2015-2019 da Petrobras (PETROBRAS, 2016). 

  

A partir dessas novas premissas, o valor dos investimentos da Petrobras para 2015 
e 2016 também foram revisados (Figura 1.5), mantendo a prioridade dos projetos de 
Exploração e Produção (E&P) de petróleo no Brasil, com ênfase no pré-sal. 

 

 

Figura 1.5: Investimentos - Plano de Negócios e Gestão (PNG) 2015-2019  

da Petrobras (PETROBRAS, 2016).  

 

Estudos para estimar o preço do petróleo mostram que: 

a) Séries temporais são adequadas para curtos períodos de tempo, mas 
normalmente falham em períodos mais longos. Elas também podem ser usadas para 
estimar a volatilidade do preço do petróleo, mas um único modelo não poderá ser 
usado para todos os casos. Além disso, o preço do petróleo e sua volatilidade 
exibem significantes características não-lineares, o que indica que pequenos 
choques na economia podem ter grandes implicações no preço e na volatilidade, 
impossibilitando uma correta previsão de ambos (BEHMIRI; MANSO, 2013); 

c) A distribuição de erros de muitos modelos torna-se mais normalmente distribuídas 
com o horizonte (período de tempo) de previsão (Figura 1.6). Além disso, as 
diferenças nas distribuições de erros desses modelos tornam-se mais pronunciadas 
para longos horizontes de previsão (MANESCU; VAN ROBAYS, 2014). 
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Figura 1.6: Gráficos das funções de densidade de erro de previsão do preço do 
petróleo para diferentes modelos, considerando dois horizontes de previsão, 7 e 
11 trimestres. 

 

Portanto, devido às limitações apresentadas pelas séries temporais para prever o 
preço do petróleo, será apresentada neste trabalho uma alternativa usando a Lógica 
Fuzzy. 

 

1.1.2 – Uso do Teorema de Bayes para estimar probabilidades condicionais para 
auxiliar na decisão de perfurar ou não poços de petróleo e calcular o Valor da 
Informação: 

Durante a exploração de um campo de petróleo, uma decisão sempre presente e 
muito importante é a de perfurar ou não um poço. A perfuração e completação de 
um poço de petróleo pode chegar a custar várias dezenas de milhões de dólares, 
como é o caso dos poços do pré-sal na Bacia de Santos. Portanto, a decisão de se 
perfurar um poço seco (sem produção de hidrocarbonetos) ou com produção 
subcomercial, pode gerar prejuízos milionários para a empresa de petróleo 
proprietária do campo. Portanto, nesse caso, o uso de técnicas que possam auxiliar 
no processo de tomada de decisões torna-se mandatório.  

Árvores de Decisão têm sido largamente usadas pela indústria do petróleo no estudo 
de viabilidade de projetos, incluindo estimativas sobre o Valor da Informação, 
conforme discutido em Murtha (2000); Campbell Junior, Sr. e Campbell (2001).  
Entretanto, para ser efetivo, é preciso estimar com a maior precisão possível os 
valores de probabilidades condicionais que serão usados na árvore de decisão. 
Portanto, faz-se necessário o emprego de métodos que melhorem tais estimativas. 
Assim, com este propósito, será discutido neste trabalho o uso do Teorema de 
Bayes. 

 

1.1.3 Uso de Algoritmo Genético para otimizar o itinerário de sondas de perfuração 

Conforme comentado na introdução deste trabalho, técnicas como adaptive large 
neighborhood search e multi-commodity network flows têm sido usadas para 
problemas de otimização de itinerário de sondas de perfuração de poços de petróleo 
e de planejamento de voos de helicópteros para plataformas marítimas. Mais 
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recentemente, algoritmos genéticos têm sido usados para resolver problemas 
semelhantes (FÉLIX; REIS, 2014). Nesta monografia, será investigado o uso de 
algoritmos genéticos, usando o software Evolver da Palisade, para otimizar o 
itinerário de sondas de perfuração. O objetivo principal é entender quão prático e 
eficiente é usar essa ferramenta, baseada no Excel, para resolver problemas 
complexos de roteamento de sondas de perfuração. 

1.2 OBJETIVOS DO TRABALHO 

Conforme já discutido no capítulo de introdução, esta monografia tem como objetivo 
discutir o uso de probabilidade condicional e de inteligência computacional como 
ferramentas de apoio à tomada de decisão em problemas típicos da indústria do 
petróleo. Três exemplos serão usados para ilustrar esta discussão: 

(a) Modelo para predição do preço petróleo usando a Lógica Fuzzy; 

(b) Uso do Teorema de Bayes para estimar probabilidades condicionais para auxiliar 
na decisão de perfurar ou não poços de petróleo e calcular o Valor da Informação; 

(c) Uso de Algoritmo Genético para otimizar o itinerário de sondas de perfuração. 

1.3 DESCRIÇÃO DO TRABALHO 

Nesta monografia foram desenvolvidas quatro etapas para discutir e solucionar os 
problemas propostos. Na primeira etapa é feita uma detalhada explicação dos 
problemas investigados para entender melhor o contexto em que eles ocorrem e, em 
alguns casos, as simplificações adotadas. A segunda etapa apresenta as 
metodologias usadas para resolvê-los, ou seja, Árvores de Decisão com 
Probabilidades Condicionais, Lógica Fuzzy e Algoritmos Genéticos. A terceira etapa 
detalha a arquitetura dos sistemas propostos e suas peculiaridades. A quarta etapa 
apresenta as restrições impostas a cada problema durante sua solução e discute os 
resultados obtidos. Finalmente, a quinta e última etapa apresenta as conclusões 
finais e propostas para trabalhos futuros. 
 

1.4 ORGANIZAÇÃO DA MONOGRAFIA 

 Esta monografia está dividida em cinco capítulos adicionais que são descritos a 
seguir: 

 

¶ Capítulo 2: Apresenta as descrições dos três problemas abordados.  

¶ Capítulo 3: Apresenta as metodologias usadas para solucionar os problemas 
sugeridos. 

¶ Capítulo 4: Detalha as arquiteturas dos três sistemas propostos. 

¶ Capítulo 5: Discute os resultados obtidos a partir das simulações realizadas. 

¶ Capítulo 6: Descreve as conclusões do trabalho, listando suas limitações e 
identificando possíveis trabalhos futuros. 

 

 

 



 16 

2. DESCRIÇÕES DOS PROBLEMAS 

 

Neste capítulo serão apresentadas as descrições dos três problemas abordados. 

2.1 USO DO TEOREMA DE BAYES PARA ESTIMAR PROBABILIDADES 
CONDICIONAIS PARA AUXILIAR NA DECISÃO DE PERFURAR OU NÃO 
POÇOS DE PETRÓLEO E CALCULAR O VALOR DA INFORMAÇÃO 

Vamos assumir que uma empresa de petróleo terá que decidir se perfurará ou 
não um poço de petróleo em um campo. Após rever a sua taxa de sucesso 
exploratório (Tabela 2.1a) e os dados técnicos disponíveis, a empresa está 
considerando contratar os serviços de um consultor externo com vasta 
experiência na priorização de prospectos (MURTHA, 2000) para auxiliá-la na 
tomada de decisão.  

 

Tabela 2.1a: Taxa atual de sucesso exploratório da empresa de petróleo:  

 

Através de uma rigorosa avaliação dos trabalhos já realizados pelo consultor, 
foi possível estimar quão precisas são suas previsões. Esta informação consta 
na Tabela 2.1b e pode ser interpretada da seguinte forma:  

(a) Para todos os casos de ocorrência de poços secos (sem produção de 
hidrocarbonetos), o consultor conseguiu prever que 90% desses poços 
seriam secos e os restantes 10% seriam poços comerciais.  

(b) Para todos os casos de ocorrência de poços comerciais, o consultor 
conseguiu prever que 20% desses poços seriam secos e os restantes 80% 
seriam poços comerciais.   

 

Tabela 2.1b: Previsões do consultor externo baseado em seu histórico 

 

Assim, com base nas informações mostradas nas Tabelas 2.1a e 2.1b, como a 
empresa poderá decidir se contrata ou não o consultor externo para auxiliá-la 
na tomada de decisão de perfurar ou não o poço de petróleo? Se decidir pela 
contratação, qual seria o valor máximo que deveria pagar por tal serviço? 
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2.2 PREVISÃO DO PREÇO DO PETRÓLEO USANDO A LÓGICA FUZZY 

Conforme discutido na Seção 1.1.1, prever o preço do petróleo é uma tarefa árdua e 
normalmente pouco precisa devido à complexidade dos fatores que influenciam o 
seu preço, principalmente quando se trata de previsões de longo prazo. A Figura 
2.2a ilustra essa complexidade. 

 

 

Figura 2.2a: Fatores que Influenciam o Preço do Petróleo  

(ESTADOS UNIDOS, 2016) 

 

 Para o propósito deste trabalho, será feita uma simplificação dos fatores que 
influenciam o preço do petróleo, seguindo o modelo discutido por Braña (2008), 
conforme detalhado abaixo e exibido na Figura 2.2b: 

(a) Preço do Petróleo é uma função das seguintes variáveis: Oferta de Petróleo e 
Demanda do Petróleo; 

(b) Oferta de Petróleo é uma função das seguintes variáveis: Produção OPEP 
(produção da Organização dos Países Exportadores de Petróleo), Produção 
NÃO-OPEP e Mudanças Climáticas. Note que da OPEP fazem parte atualmente 
os seguintes países: (i) África: Angola, Argélia, Líbia e Nigéria; (ii) América do 
Sul: Venezuela e Equador; (iii) Oriente Médio: Arábia Saudita, Emirados Árabes 
Unidos, Irã, Iraque, Kuwait e Catar. 

(c) Demanda de Petróleo é uma função das seguintes variáveis: Crescimento dos 
EUA, Crescimento do Resto do Mundo e Mudanças Climáticas. 
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Figura 2.2b: Modelagem simplificada para o preço do petróleo (BRAÑA, 2008) 

 

2.3 USO DE ALGORITMO GENÉTICO PARA OTIMIZAR O ITINERÁRIO DE 
SONDAS DE PERFURAÇÃO  

 

O problema de otimização de Itinerário de Sondas de Perfuração consiste 
basicamente em determinar a sequência ótima em que um conjunto de poços de 
petróleo deve ser perfurado, a partir de um dado conjunto de sondas. Essa 
sequência ótima é obtida com a imposição de determinadas restrições que serão 
discutidas posteriormente.  

O problema que será resolvido neste trabalho é baseado no trabalho de Félix (2009), 
tendo os seguintes dados de entrada: 

- Sondas de Perfuração: Os dados das 5 sondas usadas neste trabalho estão 
mostrados no Apêndice, Tabela A.1. Os dados incluem o seguinte: (a) Máxima 
lâmina d’água, em metros, que a sonda pode operar; (b) Máxima profundidade do 
poço, em metros, que poderá ser perfurado, limitado principalmente pela capacidade 
do sistema de sustentação de cargas da sonda; (c) Velocidade média de perfuração, 
em metros/dia. Esta variável não é dependente apenas do tipo de sonda, mas 
também de muitos outros fatores, tais como: rocha a ser perfurada, tipo de brocas, 
parâmetros operacionais, número de revestimentos descidos etc. Entretanto, por 
simplificação, foi adotado um valor médio para cada sonda; (d) Taxa diária, em 
USD/dia; (e) Prazo para liberação de início de serviço de poço, em dias. Este prazo 
se refere basicamente ao tempo que a sonda necessita para se preparar para a 
iniciar a perfuração do poço. (f) Prazo para término de serviço de poço, em dias. Ele 
se refere basicamente ao tempo que a sonda necessita para se preparar para deixar 
a locação atual e navegar até a próxima locação. 

- Poços: Os dados dos 95 poços usados neste trabalho estão mostrados no 
Apêndice, Tabelas A.2 e A.3. Os poços foram assim distribuídos: (a) 53 poços 
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produtores, sendo que 22 poços fazem parte do Módulo 1, 10 poços do Módulo 2, 10 
poços do Módulo 3 e 11 poços do Módulo 4; (b) 42 poços injetores, sendo que 15 
poços fazem parte do Módulo 1, 9 poços do Módulo 2, 9 do Módulo 3 e 9 do Módulo 
4. Os dados incluem o seguinte: (a) Lâmina d’água da locação, em metros; (b) Perda 
de produção, em barris/dia. Este é o volume diário de óleo que não é produzido até 
que o poço seja efetivamente colocado em produção; (c) Profundidade do poço, em 
metros. 

3. METODOLOGIAS 

Três técnicas principais foram empregadas para o desenvolvimento dos sistemas 
descritos neste trabalho. Essas técnicas são as seguintes:  

(a) Árvore de Decisão e o Teorema de Bayes; 

(b) Lógica Fuzzy; 

(c) Algoritmos Genéticos. 

 

As técnicas citadas acima são discutidas a seguir: 

 

3.1 ÁRVORE DE DECISÃO, USANDO O TEOREMA DE BAYES NO PROCESSO 
DE AJUSTES DE PROBABILIDADES 

 

Uma árvore de decisão é um diagrama composto de nós e ramos. Existem três tipos 
de nós: (a) nós de escolha; (b) nós de probabilidade, e (c) nós finais ou terminais. 
Um nó de escolha representa uma decisão baseada em regras, do tipo “selecione o 
caminho com o máximo ganho esperado ou a mínima perda esperada”. Um nó de 
probabilidade representa a incerteza de um evento. Ele é normalmente representado 
por um conjunto finito de alternativas mutuamente exclusivas, sendo que cada 
alternativa possui uma determinada probabilidade de ocorrência. Alternativamente, 
este mesmo nó poderia ser representado por uma distribuição de probabilidade. A 
um nó terminal é atribuído um valor representando o último passo de um nó de 
escolha ou de probabilidade (MURTHA, 2000). 

Conforme mencionado anteriormente neste documento, o teorema de Bayes será 
usado para estimar as probabilidades a serem usadas nos nós de probabilidade. 
Este teorema permite derivar um conjunto de probabilidades condicionais a partir de 
um segundo conjunto. 

A estatística Bayesiana originou-se com as obras de Thomas Bayes (1701 - 1761), 
clérigo inglês e filósofo. Bayes estava à procura de ferramentas para ajudá-lo em 
seu estudo da teoria da lógica e raciocínio indutivo. Na busca por uma melhor 
tomada de decisão, ele desenvolveu a seguinte equação: 

 
(Eq. 1) 

 

 

Onde E é um evento capturado de um conjunto de N eventos mutuamente 
exclusivos e exaustivos, e B é um segundo evento não-nulo. 

ὖὉὭȿὄ =
ὖὄȿὉὭ ὖz(ὉὭ)

В ỗὖὄ|ὉὭ ὖz(ὉὭ)Ộ
ὲ
Ὥ=1
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Bayes expandiu a estatística clássica, que se fundamenta em ocorrências reais de 
eventos ou em uma função de verossimilhança, por exemplo, quando assumimos 
que uma determinada grandeza segue uma distribuição lognormal. Ambas as 
abordagens, clássica e Bayesiana, produzem um conjunto de probabilidades. No 
entanto, Bayes acredita que o futuro é diferente do passado, ou seja, uma nova 
tecnologia pode alterar a relevância das informações históricas. Ele procurou uma 
forma de ajustar as probabilidades históricas ou clássicas a partir da disponibilidade 
de novas informações, sentimentos ou opiniões. Assim, o principal objetivo da 
Equação 1 é um ajuste ordenado e racional do processo de probabilidades 
clássicas. 

A Figura 3.1 exemplifica o processo de ajustes de probabilidades usando o teorema 
de Bayes. A primeira é a distribuição a priori, ou seja, a probabilidade clássica. A 
segunda probabilidade incorpora as informações adicionais, obtidas a partir de uma 
pesquisa, levantamento ou de um julgamento subjetivo. Esta segunda probabilidade 
modifica primeiro a probabilidade a priori, criando uma probabilidade conjunta, que é 
o produto das duas probabilidades mencionadas. Depois de ajustar o produto para 
normalizar as probabilidades, o resultado é uma probabilidade a posteriori ou 
condicional (CAMPBELL JUNIOR; SR.; CAMPBELL, 2001). 

 

Probabilidade  

a priori, P(E) 

 

* 

Probabilidade 
que incorpora 
informações 
adicionais, 
P(B|E) 

 

= 

Probabilidade 

conjunta 

 

 

Probabilidade a posteriori, 
que é obtida após a 
normalização da 
probabilidade conjunta. 

Figura 3.1: Processo de ajustes de probabilidades usando o teorema de 
Bayes. 

 

3.2 LÓGICA FUZZY 

 

Na teoria clássica dos conjuntos, a função característica fA é definida pela seguinte 
expressão (TANSCHEIT, 2015): 

 

Neste caso, um elemento pertence ou não pertence a um determinado conjunto e 
nunca se encontra entre estes dois estados possíveis. Esta é uma maneira de 
simplificar um mundo inerentemente complexo, mas que pode não refletir a 
realidade. Para contornar essa limitação, Zadeh(1973) propôs uma abordagem mais 
ampla desse problema, generalizando a função característica de modo que ela 
pudesse assumir um número infinito de valores no intervalo [0,1], dando origem a 
chamada Lógica Fuzzy. Portanto, a Lógica Fuzzy é um método que permite 
expressar incertezas de maneira mais consistente, através dos conjuntos fuzzy. 
Neste caso, em vez de simplesmente pertencer ou não pertencer, um elemento 
poderá ter vários graus de pertinência a um conjunto. Assim, um conjunto fuzzy A 
em um universo X é definido por uma função de pertinência μ (x) A : X → [0,1], e 
representado por um conjunto de pares ordenados  
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onde μA (x) indica o quanto x é compatível com o conjunto A. Por exemplo, o valor 
zero indica que o elemento não pertence ao conjunto, enquanto o valor um significa 
que o elemento é completamente representativo do conjunto. Valores entre estes 
dois indicam graus intermediários de pertinência. Note ainda que um determinado 
elemento pode pertencer a mais de um conjunto fuzzy, com diferentes graus de 
pertinência. 

 

A Figura 3.2 mostra uma comparação entre um conjunto clássico e um conjunto 
fuzzy que representam a pertinência de um produto ao conjunto dos produtos que 
são caros, de acordo com seu preço (WUERGES; BORBA, 2010). No primeiro 
gráfico, um produto que custa 50 u.m. pertence a este conjunto, mas um produto 
que custa 40 u.m. não pertence. Há uma transição abrupta entre pertencer e não 
pertencer ao conjunto dos produtos caros. O segundo gráfico da Figura 3.2 mostra 
uma situação em que a transição entre pertencer ou não ao conjunto dos produtos 
caros é feita de forma suave, através da lógica fuzzy. Neste caso, um produto que 
custa 50 u.m. é razoavelmente caro, e não simplesmente caro, como ocorre com a 
lógica clássica. De forma análoga, um produto que custa 30 u.m. é pouco caro. 
Existem infinitas possibilidades de pertinência entre 0 e 1. 

 

 

 

 

 

 

 

 

 

 

Figura 3.2: Comparação entre um conjunto clássico e  

um conjunto fuzzy (WUERGES; BORBA, 2010). 

 

 

Definições importantes relacionadas à Lógica Fuzzy: 
 
(a) Variáveis linguísticas: Uma variável linguística é uma variável cujos valores são 

nomes de conjuntos fuzzy. Por exemplo, a temperatura de um determinado 
processo pode ser uma variável linguística assumindo valores baixa, média, e 
alta. Estes valores são descritos através de conjuntos fuzzy, representados por 
funções de pertinência. 
 

(b) Funções de pertinência: As funções de pertinência podem assumir diferentes 
formas, dependendo do conceito que se deseja representar e do contexto em 
que serão utilizadas. Funções de pertinência podem ser definidas a partir da 
experiência e da perspectiva do usuário, mas é comum fazer-se uso de funções 
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de pertinência padrão, como, por exemplo, as de forma triangular, trapezoidal e 
Gaussiana. Em aplicações práticas, as formas escolhidas inicialmente podem 
sofrer ajustes em função dos resultados observados. 
 

(c) Expressões condicionais fuzzy (fuzzy conditional statements): São expressões  
da forma SE A ENTÃO B, onde A e B têm significados fuzzy, por exemplo, SE x é 
pequeno, ENTÃO y é grande, onde pequeno e grande representam nomes de 
conjuntos fuzzy.  

 

Com conjuntos fuzzy é possível realizar várias operações – as básicas são 
interseção, união e complemento – e ao contar com o uso de variáveis linguísticas e 
algoritmos fuzzy, essa abordagem fornece um meio aproximado, mas eficaz, de 
descrever o comportamento de sistemas que são muito complexos ou muito mal 
definidos para admitir análise matemática precisa, possibilitando a criação de 
modelos muito úteis que auxiliem na tomada de decisão. 

 

3.3 ALGORITMOS GENÉTICOS  

 

Algoritmos Genéticos consistem em técnicas de busca paralela e otimização que 
têm sua inspiração na teoria da seleção natural das espécies proposta por Charles 
Darwin. Os sistemas desenvolvidos a partir deste princípio são utilizados para 
procurar soluções de problemas complexos ou com espaço de soluções (espaço de 
busca) muito grande, o que os tornam problemas de difícil modelagem e solução 
quando se aplicam métodos de otimização convencionais. Explicações sobre esta 
técnica, e que foram usadas resumidamente nos parágrafos seguintes, podem ser 
encontradas em Cruz et al. (2006) e Wuerges e Borba (2010).  

 A técnica é iniciada a partir de um conjunto de soluções possíveis (cromossomos 
iniciais), representada por uma sequência de bits ou caracteres. Através de 
operações como avaliação, seleção, cruzamento (crossover) e mutação, os 
cromossomos iniciais sofrem evoluções no decorrer de várias gerações, em busca 
de soluções mais promissoras (indivíduos mais aptos). A cada indivíduo, atribui-se 
um valor de aptidão para que a solução representada por este indivíduo possa ser 
comparada com as soluções representadas pelos demais indivíduos da população. 
Os indivíduos melhores adaptados se reproduzem através de cruzamentos com 
outros indivíduos da população, gerando descendentes com características de 
ambas as partes. 

 Vários critérios podem ser adotados para parar o processo de evolução, tais como: 
(a) fixar o número máximo de gerações ou de indivíduos gerados; (b) condicionar o 
algoritmo à obtenção de uma solução satisfatória (obtenção de um ponto ótimo); (c) 
limitar o tempo de processamento e (d) definir o grau de similaridade entre os 
elementos numa população (convergência).  

 As Figuras 3.3a e 3.3b dão uma visão geral do funcionamento do Algoritmo Genético 
descrito anteriormente. A Figura 3.2a mostra o seu procedimento básico, enquanto 
que a Figura 3.2b ilustra através de um gráfico todas as soluções possíveis para um 
problema (eixo horizontal) e a qualidade de cada uma destas soluções (eixo 
vertical). Neste caso, note que um conjunto inicial de soluções é gerado e espera-se 
que algumas destas soluções evoluam progressivamente em direção ao ponto A 
(máximo global). Entretanto, eventualmente, as soluções podem não ser ótimas e se 
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concentrar no ponto B (máximo local). Este risco, porém, pode ser minimizado 
adotando-se estratégias que favoreçam a heterogeneidade do conjunto de soluções. 

 

 

 

 

 

 

 

 

 

 

 

    Figura 3.3a – Procedimento básico do Algoritmo Genético  

(CRUZ et al., 2006). 

 

 

 

 

 

 

 

 

 

 

 

 

 

                   Figura 3.3b – Ilustração do conjunto inicial de soluções, máximo global e  

máximo local (WUERGES; BORBA, 2010). 
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4. ARQUITETURAS DOS SISTEMAS PROPOSTOS 

 

  Este capítulo detalha as arquiteturas dos três sistemas propostos. 
 

 4.1 USO DO TEOREMA DE BAYES PARA ESTIMAR PROBABILIDADES 
CONDICIONAIS PARA AUXILIAR NA DECISÃO DE PERFURAR OU NÃO 
POÇOS DE PETRÓLEO E CALCULAR O VALOR DA INFORMAÇÃO 

 

 Para a solução deste problema será usada uma árvore de decisão. Entretanto, 
antes faz-se necessário determinar que probabilidades deverão ser usadas na 
árvore de decisão, a partir das informações listadas nas Tabelas 2.1a e 2.1b. Por 
exemplo, se o consultor prevê que o poço será seco, que probabilidade deveria ser 
considerada na árvore de decisão para o caso de poços secos? A resposta não é 
necessariamente considerar 90% que o poço será seco (vide Tabela 2.1b). Para 
solucionarmos este problema, será usado o Teorema de Bayes. 

Vamos assumir que as probabilidades a priori para poço seco e poço comercial 
sejam S e C, respectivamente. Vamos assumir ainda que as probabilidades que 
incorporam as informações adicionais para poço seco e poço comercial sejam “S” 
e “C”, respectivamente. Assim, em notação de probabilidade condicional, os dados 
da Tabela 2.1b podem ter a representação mostrada na Tabela 4.1a:  

 

Tabela 4.1a: Probabilidades Condicionais 

 

Usa-se então o Teorema de Bayes para o cálculo das seguintes probabilidades 
condicionais, que são as probabilidades revisadas, tendo como base os valores das 
Tabelas 2.1a e 2.1b: 

 

03ȿͼ3ͼ
"S"ȿ

"S"ȿ "S"ȿ
 = 

ȟz ȟ

ȟz ȟ ȟz ȟ
πȟχυ                                                       Eq. 4.1a 
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Se examinarmos os dois distintos denominadores das equações acima, teremos: 
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0"S" 0"S"ȿ303 0"S"ȿ#0#= πȟωz πȟτ πȟςz πȟφ = 0,48                                 Eq. 4.1e 

 

0 ͼ#ͼ0ͼ#ͼȿ303 0ͼ#ͼȿ#0#  πȟρz πȟτ πȟψz πȟφ = 0,52                                 Eq. 4.1f 

 

Note o seguinte: 

(a) 0ͼ3ͼ 0ͼ#ͼπȟτψπȟυς ρ                                                       Eq. 4.1g 

 

(b) P(“S”) = 0,48 é a percentagem das previsões para poço seco. Compare esse 
valor com P(S) mostrado na Tabela 2.1a que é de 0,4. Portanto, podemos 
concluir que o consultor provavelmente conseguirá prever corretamente a 
ocorrência de poços secos em 48% das vezes.  

 

(c) P(“C”) = 0,52 é a percentagem das previsões para poço comercial. Compare 
esse valor com P(C) mostrado na Tabela 2.1a que é de 0,6. Portanto, podemos 
concluir que o consultor provavelmente conseguirá prever corretamente a 
ocorrência de poços comerciais em 52% das vezes.  

A Figura 4.1 mostra a árvore de decisão desenvolvida para este problema, 
considerando as probabilidades dadas no problema e as probabilidades condicionais 
calculadas usando o Teorema de Bayes. O aplicativo Precision Tree®, versão 5.5, da 
Palisade Corporation  (PALISADE, 2013) foi usado para elaboração da árvore de 
decisão. 
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Figura 4.1: Árvore de Decisão Considerando as Probabilidades Condicionais 

 

Para a elaboração da árvore de decisão, foram feitas as seguintes considerações: 

(a) Custo para perfurar o poço: $5.000.000 

(b) Custo de não perfurar o poço (custo com aquisição de dados, estudos geofísicos, 
geológicos etc.): $1.000.000. 

(c) No caso do poço ser comercial, as receitas com a produção ao longo da vida do 
poço será de $15.000.000. 

(d) A proposta apresentada pelo consultor externo indica que seu custo será de 
$31.000. 

 

A árvore de decisão pode ser dividida em duas partes básicas. Na primeira parte 
(parte superior da árvore), a empresa tomará a decisão de perfurar ou não o poço de 
petróleo sem a ajuda do consultor externo. Já na segunda parte (parte inferior da 
árvore), a empresa contará com a ajuda do consultor externo. Neste caso, a 
empresa poderá descordar da opinião do consultor e, mesmo que ele afirme que o 
poço será seco, a empresa poderá decidir perfurá-lo ou não. 
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4.2  PREVISÃO DO PREÇO DO PETRÓLEO USANDO A LÓGICA FUZZY 

A Lógica Fuzzy será usada para a solução deste problema. Para tanto, será usado o 
aplicativo Design and Test Fuzzy Inference Systems (Fuzzy Logic Designer) do 
MatLab, versão R2015a.  

Como o aplicativo Fuzzy Logic Designer do MatLab não permite que em um mesmo 
modelo existam vários módulos, com saídas de um módulo sendo usadas como 
entradas para outros módulos, o modelo ilustrado na Figura 2.2a terá que ser 
desmembrado em três modelos mais simples, conforme descritos a seguir:  

(a) Modelo Intermediário 1 (Demanda de Petróleo), tendo como entradas as 
seguintes variáveis: Crescimento dos EUA, Crescimento do Resto do Mundo e 
Mudanças Climáticas. 

(b) Modelo Intermediário 2 (Oferta de Petróleo), tendo como entradas as seguintes 
variáveis: Produção OPEP, Produção NÃO-OPEP e Mudanças Climáticas; 

(c) Modelo Final (Preço do Petróleo), tendo como entradas as saídas dos dois 
modelos intermediários, ou seja: Oferta de Petróleo e Demanda de Petróleo.  

 

Os modelos estão ilustrados nas Figuras 4.2a, 4.2b e 4.2c.  

 

 

Figura 4.2a: Modelo intermediário 1 para predição da demanda de petróleo. 

. 

 

Figura 4.2b: Modelo intermediário 2 para predição da oferta de petróleo. 
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Figura 4.2c: Modelo final para predição do preço do petróleo. 

 

Conforme mostra a Figura 4.2d, em todos os três modelos, as funções usadas no 
processo fuzzy são as seguintes:  

¶ Interseção (conectivo e): mínimo; 

¶ União (conectivo ou): máximo; 

¶ Implicação: mínimo 

¶ Agregação: máximo 

¶ Método de defuzzificação: centroide 

  

 
Figura 4.2d: Funções usadas no processo fuzzy. 

 

Além disso, em todos os três modelos, o modelo de inferência usado para obter 
conclusões a partir dos fatos e regras fuzzy é o modelo de Mamdani (MAMDANI; 
ASSILIAN, 1975). 

A Tabela 4.2a mostra um resumo da modelagem das variáveis Demanda, Oferta, 
Produção OPEP, Produção Não-OPEP, Crescimento EUA, Crescimento Resto do 
Mundo e Mudanças Climáticas. Note que para todos os casos, a função de 
pertinência usada foi a triangular, com os seguintes parâmetros: (a) Baixa [-1000 
0,25 0,5], Média [0,25 0,5 0,75] e Alta [0,5 0,75 1000], com todos os valores 
adimensionais. Como exemplo, a Figura 4.2e mostra a modelagem da variável de 
entrada “Crescimento dos EUA” para o modelo “Demanda de Petróleo”.  
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Tabela 4.2a: Modelagem das Variáveis 

 

 

 

Figura 4.2e: Demanda de Petróleo: Modelagem da variável de entrada  

“Crescimento dos EUA”. 

 

A Tabela 4.2b mostra um resumo da modelagem da variável de saída “Preço do 
Petróleo”. Neste caso, a função de pertinência usada foi a trapezoidal, com os 
seguintes parâmetros: (a) Muito Baixo [1 8,644 12,9 21,37], Baixo [12,9 21,37 29,87 
38,37], Médio [29,87 38,37 51,11 68,09], Alto [51,11 68,09 85,08 110,5] e Muito Alto 
[85,08 110,5 136 170], com os valores em USD/barril. A Figura 4.2f mostra as 
funções de pertinência para este caso. 

Variáveis 
Termo 

Linguístico 
Tipo de 
Função 

Parâmetros Unidade 

 
Demanda 

Oferta 
Produção OPEP 

Produção Não-OPEP 
Crescimento EUA 

Crescimento Resto do Mundo 
Mudanças Climáticas 

 

 
Baixa 

 

Triangular 

[-1000 0,25 0,5] 

 
Adimensional 

 

 
Média 

 

[0,25 0,5 0,75] 

 
Alta 

 

[0,5 0,75 1000] 
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Tabela 4.2b: Modelagem da variável de saída “Preço do Petróleo” 

 

 

 

 

Figura 4.2f: Modelagem da variável de saída “Preço do Petróleo” 

 

 

As regras fuzzy para os três modelos estudados são listadas nas Figuras 4.2g a 4.2i. 

 

 

Variável de Saída 
Termo 

Linguístico 
Tipo de 
Função 

Parâmetros Unidade 

 
Preço do Petróleo 

 

 
Muito Baixo 

 

Trapezoidal 

[1 8,644 12,9 
21,37] 

 
USD/barril 

 

 
Baixo 

 

[12,9 21,37 29,87 
38,37] 

 
Médio 

 

[29,87 38,37 
51,11 68,09] 

 
Alto 

 

[51,11 68,09 
85.08 110.5] 

 
Muito Alto 

 

[85,08 110,5 136 
170] 
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Figura 4.2g: Regras fuzzy para determinação da Demanda de Petróleo 

 

 

Figura 4.2h: Regras fuzzy para determinação da Oferta de Petróleo 

 

 

Figura 4.2i: Regras fuzzy para determinação do Preço do Petróleo  

 

 

As figuras 4.2j a 4.2n mostram gráficos da Demanda, Oferta e Preço do Petróleo em 
função de suas variáveis de entrada. 
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Figura 4.2j: Demanda de Petróleo em função das variáveis Crescimento dos EUA e 
Crescimento do Resto do Mundo. Note que a variável Mudanças Climáticas não é 

mostrada. 
 

 

 

 

Figura 4.2l: Oferta de Petróleo em função das variáveis Produção OPEP 
e Produção Não-OPEP. Note que a variável Mudanças Climáticas não é mostrada. 
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Figura 4.2m: Oferta de Petróleo em função das variáveis Produção OPEP 
e Mudanças Climáticas. Note que a variável Produção Não-OPEP não é mostrada. 

 

 

Figura 4.2n: Preço do Petróleo em função das variáveis  
Demanda e Oferta.  

 

 

4.3 USO DE ALGORITMO GENÉTICO PARA OTIMIZAR O ITINERÁRIO DE 
SONDAS DE PERFURAÇÃO  

 

O problema proposto será resolvido usando Algoritmo Genético. Para tanto, serão 
usadas as ferramentas Evolver e @Risk da Palisade. O Evolver é um add-in de 
otimização avançado para o Microsoft Excel. Ele utiliza um algoritmo genético e 
tecnologia de programação linear que pode ser usado para resolver problemas nas 
áreas de finanças, distribuição, agendamento, alocação de recursos, produção, 
orçamento, engenharia etc. O @RISK também é executado diretamente na planilha 
do Microsoft Excel. Ele executa análise de risco por meio da simulação de Monte 
Carlo. 
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A descrição do modelo proposto é a seguinte: 

(a) Cromossomo: O cromossomo foi escolhido considerando que os poços 
disponíveis devem ser distribuídos entre as 5 sondas disponíveis. Assim, o 
cromossomo possui 475 genes (= 5 sondas * 95 poços), que podem assumir 
valores inteiros de 0 a 95, sendo que 0 significa que determinado poço não foi 
alocado para a sonda em questão. Note também que cada poço será atendido 
uma única vez por uma sonda e apenas por ela.  

Portanto, para o cenário em que todos os 95 poços sejam perfurados, o 
cromossomo sempre deverá ter 95 genes, com números inteiros de 1 a 95, 
representando cada poço, e os genes restantes devem ser iguais a 0. Disto se 
conclui que o problema se resume basicamente a um problema de ordenação. 

(b) Estado Inicial do Cromossomo (Semente Inicial): O estado inicial do cromossomo 
foi escolhido de tal forma que todos os 95 poços foram atribuídos, em ordem 
crescente, apenas à Sonda 1 (Figura 4.3a). Os demais genes relativos às demais 
sondas foram zerados. Dessa forma, o valor inicial da função custo (custo de 
perfuração + perda de produção) foi de USD 17.481.309.964,00. O critério usado 
para se escolher essa semente inicial é baseado no fato de que a Sonda 1 
apresenta as melhores características (maior velocidade de perfuração e 
capacidade para perfurar quaisquer um dos 95 poços) quando comparadas com 
as demais sondas (Tabela A.1). 

(c) Parâmetros do Modelo 

¶ Método de solução: ordenação (order); 

¶ Tamanho da população: 50; 

¶ Taxa de crossover: 0,5; 

¶ Taxa de mutação: 0,1. 

Para o tamanho da população e as taxas de crossover e de mutação foram 
usados os valores default do Evolver. 

(d) Funções Objetivo a Serem Minimizadas: 

¶ Custo de perfuração, em USD; 

¶ Perda de produção, em USD. 

(e) Previsão do Preço do Petróleo 

Ser capaz de estimar o preço do petróleo é importante porque a perda de 
produção em USD é calculada multiplicando-se a perda de produção em barris 
pelo preço do petróleo (USD/barril). Neste caso, por simplificação, foi adotado o 
seguinte método para previsão do preço do petróleo (Figura 4.3b): 

¶ Preço previsto = preço atual + ruido; 

¶ Preço atual = preço do petróleo em 18/09/2015 = USD 46,90/barril; 

¶ Ruído = distribuição normal com média e desvio padrão iguais a 0 e 8, 
respectivamente. Neste caso, o ruído foi modelado usando o aplicativo 
@Risk. 

O ruído foi modelado usando a distribuição normal porque esta distribuição 
pode ser usada para representar incertezas de dados de entrada de um 
modelo sempre que se espera que tais dados de entrada sejam resultantes 
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de muitos outros processos aleatórios similares e que atuem conjuntamente 
de uma forma aditiva, considerando que seja desnecessário, ineficiente ou 
impraticável modelar esses processos individualmente. 
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Figura 4.3a: Estado Inicial do Cromossomo (Semente Inicial) 
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Figura 4.3b: Detalhes da Planilha Excel mostrando o cálculo do preço do 
Petróleo a partir do ruído modelado por uma distribuição normal (µ = 0 e σ 
= 8), usando o aplicativo @Risk. 

 
 

Para resolver o problema, existem algumas restrições que devem ser verificadas 
através dos seguintes testes: 

 
(a) Teste de lâmina d’água: É realizado para verificar se a sonda escolhida tem 
condições de perfurar na lâmina d’água onde se encontra o poço em questão.  

 
(b) Teste de profundidade máxima: É realizado para verificar se a sonda escolhida 

tem condições de perfurar até a profundidade máxima do poço em questão. 
 

Note que ambos os testes acima devem resultar positivos para que um determinado 
poço possa ser alocado a uma sonda. 

5. RESULTADOS 

 
A seguir serão discutidos os resultados obtidos para cada problema a partir das 
simulações realizadas. 

 

 5.1 USO DO TEOREMA DE BAYES PARA ESTIMAR PROBABILIDADES 
CONDICIONAIS PARA AUXILIAR NA DECISÃO DE PERFURAR OU NÃO 
POÇOS DE PETRÓLEO E CALCULAR O VALOR DA INFORMAÇÃO 

  

 Vamos usar a árvore de decisão da Figura 4.1 para tirar algumas conclusões sobre 
as decisões que podem ser tomadas com relação a perfurar ou não o poço de 
petróleo, bem como o valor adicional da informação devido à possível contratação 
do consultor externo. 

 A Figura 4.1 mostra que os Valores Monetários Esperados (VME) para cada nó da 
árvore são calculados automaticamente. Esses valores são obtidos da seguinte 
forma: 

 

(a) VME do nó A (a empresa decide perfurar o poço sem ajuda do consultor 
externo) = - $5.000.000 * 0,4 + $10.000.000 * 0,6 = $4.000.000 



 38 

(b) VME do nó B (a empresa decide perfurar o poço mesmo após o consultor 
externo afirmar que o poço seria seco) = (- $5.000.000 – 31.000) * 0,75 + 
$9.969.000 * 0,25 = - $1.281.000 

(c) VME do nó C (a empresa decide perfurar o poço após o consultor externo 
afirmar que o poço seria comercial) = (- $5.000.000 – 31.000) * 0,076923 + 
$9.969.000 * 0,923077 = $8.815.154 

(d) VME do nó D (a empresa toma a decisão de perfurar ou não o poço, 
conhecendo a opinião do consultor externo) = (- $1.000.000 – 31.000) * 0,48 + 
$8.815.154* 0,52 = $4.089.000. 

 

No caso do VME para o nó D, o cálculo considerou que, caso o consultor indique 
que o poço será seco, não se deve perfurá-lo (note que o VME do nó B é negativo). 
Por outro lado, se o consultor indicar que o poço será comercial, deve-se perfurá-lo 
(Note que o VME do nó C é positivo). Observe que a árvore de decisão 
automaticamente faz essas escolhas, pois usa como critério de resolução o critério 
da maximização do VME. 

Note que caso a empresa não use o serviço de consultoria externa, o VME (nó A) 
será de $4.000.000. Entretanto, caso a empresa opte por usar os serviços do 
consultor externo, o VME esperado (nó D) será de $4.089.000, já considerando o 
custo da consultoria de $31.000. Portanto, justifica-se a contratação do consultor 
externo, permitindo que a empresa aumente seu lucro esperado em $89.000 ( = 
$4.089.000 - $4.000.000). 

É possível também calcular o Valor da Informação (VI) agregada pela contratação 
do consultor. Neste caso, VI será de $120.000 ( = $31.000 + $89.000). Note que VI 
indica o valor máximo que deveria custar o serviço de consultoria externa. Caso a 
empresa pague mais de $120.000 por esse serviço, ela teria prejuízo.  

A Figura 5.1 mostra a árvore de decisão com o custo de consultoria de $120.000. 
Note que o VME dos nós A e D são ambos iguais a $4.000.000, indicando que o VI 
é de $120.000. 
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Figura 5.1: Árvore de decisão com custo de consultoria de $120.000. Neste 
caso, os VMEs dos nós A e D são iguais, indicando que o Valor da Informação = 
custo máximo de consultoria = $120.000. 

 

Informação do tipo oferecida pelo consultor externo é chamada de informação 
imperfeita, pois sua precisão está associada a uma probabilidade. Informação 
perfeita, por outro lado, levaria a uma diferente estratégia: Sabendo que o poço seria 
um poço seco, o poço não seria perfurado e as perdas da empresa seriam 
minimizadas (custo de $1.000.000). Entretanto, sabendo que o poço seria comercial, 
ele seria perfurado e geraria um lucro de $10.000.000.  

 

5.2  PREVISÃO DO PREÇO DO PETRÓLEO 

 

Como exemplo de aplicação do modelo fuzzy desenvolvido para estimar o preço do 
petróleo, vamos considerar o cenário descrito na Tabela 5.2a. Com base nesse 
cenário, foram obtidos os resultados mostrados nas Figuras 5.2a a 5.2c. 
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Tabela 5.2a: Cenário para avaliação do modelo fuzzy para o preço do petróleo 

Variáveis Valor Considerado 

Produção OPEP 0.75 (alta) 

Produção Não-OPEP 0.75 (alta) 

Crescimento EUA 0.5 (médio) 

Crescimento Resto do 
Mundo 

0.5 (médio) 

Mudanças Climáticas 0.6 (alta) 

 

 

 

Figura 5.2a: Resultados para a Oferta de Petróleo. 
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Figura 5.2b: Resultados para a Demanda de Petróleo. 

 

 

Figura 5.2c: Resultados para o Preço do Petróleo. 

 

A Figura 5.2a mostra que o valor adimensional da Oferta de Petróleo é de 0,554. 
Neste caso, apenas as regras 1 e 2 foram ativadas (vide Figura 4.2h). 

A Figura 5.2b mostra que o valor adimensional da Demanda de Petróleo é de 0,5. 
Neste caso, apenas a regra 5 foi ativada (vide Figura 4.2g). 

A Figura 5.2c mostra que o Preço do Petróleo calculado é de 43,9 USD/barril. Neste 
caso, apenas as regras 5 e 8 foram ativadas (vide Figura 4.2i). 
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Conforme discutido na Seção 4.2, Figura 4.2c, após obter os resultados da Oferta e 
Demanda, o Preço do Petróleo pode ser calculado. Neste exemplo, os valores 
adimensionais da Oferta e Demanda são 0,554 e 0,5, respectivamente. A partir 
desses valores, o Preço do Petróleo calculado foi de 43,9 USD/barril. Observe que 
este valor é compatível com o Preço do Petróleo de $43,09 registrado em 26 de 
março de 2016 (NASDAQ, 2016), conforme mostrado na Figura 5.2d.  

 

 

Figura 5.2d: Preço do petróleo WTI para os meses de  

fevereiro, março e abril de 2016 (NASDAQ, 2016). 

   

5.3 USO DE ALGORITMO GENÉTICO PARA OTIMIZAR O ITINERÁRIO DE 
SONDAS DE PERFURAÇÃO  

 

A solução completa do problema, incluindo o estado inicial e final do cromossomo, 
além dos valores inicial (USD17.481.309.964)   e final (USD 4.627.430.498) da 
função objetivo, encontra-se nas planilhas Microsoft Excel intituladas 
“Problema_Otimização Itinerário de Sondas_Config_Inicial” e “Problema_Otimização 
Itinerário de Sondas_Resultado_Simulação5h”, respectivamente. A Figura 5.3a 
mostra detalhes da planilha.  

Do custo total de USD 4.627.430.498 (melhor valor da função objetivo), USD 
1.260.460.373,34 se refere ao custo com perfuração e o restante à perda de 
produção. A perda de produção é inicialmente calculada em barris (Tabela 5.3) e 
deve ser multiplicada pelo preço do petróleo para se obter o correspondente valor 
em USD. 
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Figura 5.3a: Detalhe da planilha Excel mostrando o melhor valor encontrado  

para a função objetivo (USD 4.627.430.498). 

 

A Figura 5.3b mostra a melhor solução encontrada, indicando quais poços deverão 
ser perfurados por sonda, além da melhor ordem de perfuração desses poços. Note 
que como a Sonda 1 apresenta características superiores às demais, conforme já 
discutido na Seção 4.3, um maior número de poços foi-lhe atribuído (55 poços). As 
demais sondas ficaram com os seguintes número de poços: Sonda 2 (12 poços), 
Sonda 3 (11 poços), Sonda 4 (9 poços) e Sonda 5 (8 poços). Observe que a Sonda 
5 perfurará o menor número de poços porque apresenta as piores características, 
exceto pela sua taxa diária. Note finalmente que todos os 42 poços injetores serão 
perfurados pela Sonda 1 e que eles aparecem no final da lista, pois não têm 
prioridade sobre os poços produtores, uma vez que não apresentam custo com 
perda de produção.  

 

Tabela 5.3: Tempo de Serviço (em dias) e Perda de Produção (em barris) por Sonda 
para a melhor solução encontrada. 

 

 

As Figuras 5.3c a 5.3f mostram sumários da otimização e do acompanhamento da 
evolução das simulações do Evolver. Note que o tempo total de simulação foi de 5 h, 
19 m e 15 s, mas que o melhor valor da função objetivo foi alcançado em 01 h, 07 m 
e 19 s (Figura 5.3b). Note ainda que a função objetivo converge para um valor bem 
próximo ao valor ótimo já no início da simulação, ou seja, em 54 s (Figuras 5.3d e 
5.3e).  

 

 

 

Sondas 

Tempo de Serviço 

por Sonda (dias) 

Perda de Produção 

por Sonda (barris)  

1 1391,07 17.053.276,52 

2 338,16 16.089.638,26 

3 320,88 14.183.443,21 

4 307,14 12.521.837,58 

5 305,16 11.942.212,20 

Total 2.662,40 71.790.407,77 
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Figura 5.3b: Melhor Ordem de Perfuração dos Poços por Sonda 
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Figura 5.3c: Sumário de Otimização do Evolver (t = 5 h, 19 m e 15 s) 
 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

Figura 5.3d: Acompanhamento da Evolução das Simulações  
(captura de tela feita em t = 5 h, 18 m e 58 s) 
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Figura 5.3e: Acompanhamento da Evolução das Simulações (t = 54 s) 
 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

Figura 5.3f: Sumário de Otimização do Evolver (t = 54 s) 
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6. CONCLUSÕES E TRABALHOS FUTUROS 

 

Neste trabalho foram investigados três problemas típicos da Indústria do Petróleo: 
(a) Tomada de decisão de perfurar ou não poços de petróleo e cálculo do valor da 
informação; (b) Previsão do preço do petróleo e (c) Otimização do itinerário de 
sondas de perfuração marítimas.  

Para a solução dos problemas investigados foram usadas as respectivas técnicas: 
(a) Árvore de decisão e o teorema de Bayes; (b) Lógica fuzzy e (c) Algorítimos 
genéticos. 

 

Conclusões específicas para cada problema investigado são detalhadas a seguir: 

 

¶ Uso do teorema de Bayes para estimar probabilidades condicionais para auxiliar 
na decisão de perfurar ou não poços de petróleo e calcular o Valor da 
Informação: 

V Árvores de decisão são excelentes preditores. Além disso, permitem não 
só uma visualização gráfica, mas também geram regras de classificação 
do tipo SE condição ENTÃO resultado. Elas têm sido largamente usadas 
pela indústria do petróleo no estudo de viabilidade de projetos, incluindo 
estimativas sobre o Valor da Informação. 

V A combinação de árvore de decisão com o teorema de Bayes, este último 
para o cálculo das probabilidades condicionais, representa uma técnica 
muito poderosa para resolver problemas de classificação que auxiliem na 
tomada de decisão de perfurar ou não poços de petróleo e no cálculo do 
Valor da Informação. No exemplo apresentado neste trabalho, a 
combinação dessas duas técnicas foi muito eficiente na avaliação da 
viabilidade da contratação de uma firma de consultoria externa para 
auxiliar na tomada de decisão de perfurar ou não poços de petróleo. 

V Apesar das árvores de decisão serem excelentes preditores, podem 
apresentar alguma dificuldade em termos de generalização. Assim, em 
trabalhos futuros, conhecimentos de inteligência computacional e  
estatística podem ser empregados na geração de árvores de decisão para 
melhorar a generalização fazendo uso das grandes bases de dados 
normalmente disponíveis para a solução de problemas encontrados na 
Indústria do Petróleo. Para tanto, regularidades implícitas presentes  
nessas bases de dados devem ser descobertas automaticamente e 
expressas na forma de regras. Random Forests é um exemplo de técnica 
que poderá ser usada. Neste caso, muitas árvores de classificação são 
geradas, sendo que cada árvore dá uma classificação. Então, a floresta 
escolhe a classificação que tem a maioria dos votos das árvores da 
floresta. Esta técnica apresenta excelentes características de precisão e 
generalização para outras amostras que não aquelas em que o 
classificador foi treinado, além de capacidade de bom desempenho em 
pequenas amostras (LUCAS, 2011). 
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¶ Previsão do preço do petróleo usando a lógica fuzzy: 

V Apesar do modelo do preço do petróleo apresentado neste trabalho ser 
relativamente simples (depende apenas dos modelos de oferta e 
demanda, sendo estes também relativamente simplificados), o resultado 
final é bastante satisfatório. Note que com os valores adimensionais da 
oferta e demanda de 0,554 e 0,5, respectivamente, o preço do petróleo 
calculado de 43,9 USD/barril é compatível com o preço do petróleo de 
$43,09 registrado em 26 de março de 2016 (NASDAQ, 2016), data em 
que o modelo foi calibrado. Entretanto, espera-se que este modelo 
apresente limitações caso picos no preço do petróleo aconteçam por 
influências de variáveis não modeladas no problema. Outro agravante é 
que o preço do petróleo e sua volatilidade exibem significantes 
características não-lineares, o que indica que pequenos choques na 
economia podem ter grandes implicações no preço e na volatilidade, 
impossibilitando uma correta previsão de ambos. 

V Para incrementar o desempenho do modelo do preço do petróleo, as 
seguintes medidas podem ser tomadas: (a) Os modelos de oferta e 
demanda podem ser melhorados, por exemplo, com inclusões das 
seguintes variáveis de entrada: (i) Modelo de Oferta: geopolítica e nível 
de inovação na indústria de E&P: (ii) Modelo de Demanda: inovação no 
desenvolvimento de equipamentos mais eficientes no consumo de 
energia; (b) Além da melhora nos modelos de oferta e demanda, 
também pode ser adicionado um modelo para estoque mundial de 
petróleo e outro para representar os mercados e seus comportamentos. 
Neste último caso, variáveis como preços de outras fontes de energia, 
taxas de câmbio e taxas de juros deveriam ser consideradas; (c) Testar 
novas funções de pertinências que não sejam apenas funções 
triangulares. 

 

¶ Uso de algoritmo genético para otimizar o itinerário de sondas de perfuração 
marítimas: 

V Apesar de o modelo usar um longo cromossomo (5*95 = 475 genes), a 
solução converge rapidamente (54 s) para uma solução relativamente 
próxima à solução ótima; 

V A melhor solução foi alcançada em 01 h, 07 m e 19 s. De acordo com essa 
solução, teríamos os seguintes números de poços perfurados por sonda: 
Sonda 1 (55 poços), Sonda 2 (12 poços), Sonda 3 (11 poços), Sonda 4 (9 
poços) e Sonda 5 (8 poços), Para esta solução, o valor da função objetivo 
foi USD 4.627.430.498. Note que deste valor, USD 1.260.460.373,34 se 
refere ao custo com perfuração e o restante à perda de produção. 

V Neste modelo, apenas o preço do petróleo foi considerado como uma 
variável aleatória. Entretanto, muitas outras variáveis também poderiam ter 
sido consideradas como tais, por exemplo: perda de produção e todas as 
variáveis dependentes do tempo, ou seja, velocidade média de 
perfuração, prazo para liberação de início de serviço de poço, prazo para 
término de serviço de poço e tempo de serviço da sonda j no poço i; 

V O modelo criado é bem flexível e poderia facilmente simular outros 
cenários, tais como: perfuração de poços apenas por uma sonda 
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específica ou grupo de sondas, além da perfuração de poços apenas de 
um conjunto selecionado de módulos; 

V Outras restrições também poderiam facilmente ser incorporadas ao 
modelo, por exemplo, tempo máximo para que os poços de um 
determinado módulo sejam perfurados. 

 
 

REFERÊNCIAS BIBLIOGRÁFICAS 

1. BEHMIRI, Niaz Bashiri; MANSO, José R. Pires. Crude Oil Price Forecasting 
Techniques: a Comprehensive Review of Literature. Investment Analyst Review, 
[s.l.], v. 2, n. 3, p.30-48, Oct./Dec. 2013. Trimestral. Disponível em: 
<https://caia.org/sites/default/files/3.RESEARCH REVIEW.pdf>. Acesso em: 18 
set. 2015. 

2. BISSOLI, Dayan de Castro. UMA ABORDAGEM HEURÍSTICA PARA O 
PROBLEMA DE ROTEAMENTO DE SONDAS DE INTERVENÇÃO BI-
OBJETIVO. 2014. 106 f. Dissertação (Mestrado) - Curso de Energia, Centro de 
Tecnologia, Universidade Federal do EspÍrito Santo, SÃo Mateus, Es, 2014. 
Disponível em: 
<https://www.google.com.br/url?sa=t&rct=j&q=&esrc=s&source=web&cd=9&ved=
0ahUKEwimiJeNm5XLAhWFEJAKHYr2BfYQFghUMAg&url=http://portais4.ufes.b
r/posgrad/teses/tese_8062_Dayan%20de%20Castro%20Bissoli.pdf&usg=AFQjC
NGbkvHrzn2hc8THhateJZdpICnXlg&sig2=o8nbOsrktMcGxVDJg0kViQ&cad=rja>. 
Acesso em: 26 fev. 2016. 

3. BRAÑA, Juan Pablo. PROCESSO DE TOMADA DE DECISÃO EM PROJETOS 
DE EXPLORAÇÃO E PRODUÇÃO DE PETRÓLEO: UMA ABORDAGEM 
SISTÊMICA COM APLICAÇÃO DA TEORIA DE LÓGICA FUZZY. 2008. 197 f. 
Dissertação (Mestrado) - Curso de Ciências em Planejamento Energético, Centro 
de Tecnologia, Universidade Federal do Rio de Janeiro, Rio de Janeiro, 2008. 
Disponível em: <www.ppe.ufrj.br/ppe/production/tesis/JuanPablo.pdf>. Acesso 
em: 25 abr. 2016. 

4. CAMPBELL JUNIOR, John M.; SR., John M. Campbell; CAMPBELL, Robert A.. 
Analyzing and Managing Risky Investments. Norman, Oklahoma: John M. 
Campbell, 2001. 488 p. 

5. CASTRO, Antônio Orestes de Salvo; EIRA FILHO, Virgílio José Martins Ferr. 
GENETIC FUZZY SISTEM PARA SELEÇÃO DE POÇOS DE PETRÓLEO PARA 
FRATURAMENTO HIDRÁULICO. In: SIMPÓSIO BRASILEIRO DE PESQUISA 
OPERACIONAL (SBPO), 35., 2003, Natal. Anais... . Natal: SBPO, 2003. p. 1809 - 
1820. Disponível em: <http://docplayer.com.br/393035-Genetic-fuzzy-sistem-
para-selecao-de-pocos-de-petroleo-para-fraturamento-hidraulico.html>. Acesso 
em: 26 fev. 2016. 

 

 

 



 50 

6. CASTRO, Leandro de; VON ZUBEN, Fernando. Programação Genética (PG). 
DCA/FEEC/Unicamp. Disponível em: 
<https://www.google.com.br/url?sa=t&rct=j&q=&esrc=s&source=web&cd=4&ved=
0ahUKEwiamMef4o7LAhWCxpAKHWNYArgQFggoMAM&url=ftp://ftp.dca.fee.uni
camp.br/pub/docs/vonzuben/ia707_02/topico12_02.pdf&usg=AFQjCNFUXH5G-
VQAojv3UySVbasq8KDz0Q&sig2=PLcRkVwWWL4zof7-
g8hU_w&bvm=bv.114733917,d.Y2I&cad=rja>. Acesso em: 23 fev. 2016. 

7. CHILINGAR, George V; KHILYUK, Leonid F.; REIKE, Herman H. Probability in 
Petroleum and Environmental Engineering. Houston: Gulf Publishing Company, 
2005. 275 p. 

8. CRUZ, André Vargas da et al. ANEPI: Análise Econômica de Projetos de 
Desenvolvimento de Campos de Petróleo sob Incerteza. Rio de Janeiro: Mauad 
Editora e PUC-RIO, 2006. 266 p. 

9. ERIC WEISSTEIN (Estados Unidos). Wolfram Research. Inverse Problem. 2016. 
Disponível em: <http://mathworld.wolfram.com/InverseProblem.html>. Acesso 
em: 23 fev. 2016. 

10. ESTADOS UNIDOS. U.S. ENERGY INFORMATION ADMINISTRATION. (Org.). 
What Drives Crude Oil Prices? 2016. Disponível em: 
<https://www.eia.gov/finance/markets/images/factors.png>. Acesso em: 26 abr. 
2016. 

11. FÉLIX, André. Planejamento da Frota de Sondas para Atendimento de uma 
Campanha de Perfuração de um Campo. 2009. 60 f. Monografia (Especialização) 
- Curso de Engenharia de Petróleo, Escola Politécnica, Universidade Federal do 
Rio de Janeiro, Rio de Janeiro, 2009. Disponível em: 
<http://monografias.poli.ufrj.br/monografias/monopoli10000025.pdf>. Acesso em: 
10 ago. 2015. 

12. FÉLIX, Breno Peres Guimarães; REIS, Emerson dos. CONTROLE 
AUTOMÁTICO APLICADO A ESCOAMENTOS MULTIFÁSICOS ATRAVÉS DE 
TUBULAÇÕES: UMA CONTRIBUIÇÃO BASEADA NA LITERATURA. ABCM 
Symposium Series In Mechatronics, [s.l.], v. 6, p.1206-1215, 2014. Disponível 
em:<https://www.google.com.br/url?sa=t&rct=j&q=&esrc=s&source=web&cd=4&v
ed=0ahUKEwip7bydoJDLAhUJG5AKHXZfCiMQFggxMAM&url=http%3A%2F%2F
www.abcm.org.br%2Fupload%2Ffiles%2FPII_IV_13.pdf&usg=AFQjCNG6bOC8k
F8-9qCsGMvs6h2zw5p7DQ&sig2=nLLW1vCylpk2wL3cLT9wEQ&cad=rja>. 
Acesso em: 24 fev. 2016. 

13. JORGE PASSAMANI ZUBELLI. IMPA. Problemas Diretos, Problemas Inversos. 
2000. Disponível em: <http://w3.impa.br/~zubelli/FILES/CLUSTER/node4.html>. 
Acesso em: 23 fev. 2016. 

14. LUCAS, Luiz Campos de SÁ. ÁRVORES,FLORESTAS E SUA FUNÇÃO COMO 
PREDITORES: UMA APLICAÇÃO NA AVALIAÇÃO DO GRAU DE 
MATURIDADE DE EMPRESAS. Revista PMKT, Rio de Janeiro, p.06-11, 17 mar. 
2011.  Disponível em: 
http://www.revistapmkt.com.br/Portals/9/Edicoes/Revista_PMKT_006_01.pdf. 
Acesso em: 08 jun. 2016. 

15. MAMDANI, E.H.; ASSILIAN, S. An experiment in linguistic synthesis with a fuzzy 
logic controller. International Journal of Man-Machine Studies, [s.l.], v. 7, n. 1, p.1-
13, jan. 1975. Elsevier BV. http://dx.doi.org/10.1016/s0020-7373(75)80002-2. 

http://www.revistapmkt.com.br/Portals/9/Edicoes/Revista_PMKT_006_01.pdf
http://dx.doi.org/10.1016/s0020-7373(75)80002-2


 51 

16. MANESCU, Cristiana; VAN ROBAYS, Ine. FORECASTING THE BRENT OIL 
PRICE ADDRESSING TIME-VARIATION IN FORECAST PERFORMANCE. 
Working Paper Series: European Central Bank, Frankfurt, n. 1735, p.1-48, set. 
2014. Mensal. Disponível em: 
<https://www.ecb.europa.eu/pub/pdf/scpwps/ecbwp1735.pdf>. Acesso em: 19 
set. 2015. 

17. MARGUERON, Marcus Vinicius; CARPIO, Lucio Guido Tapia. PROCESSO DE 
TOMADA DE DECISÃO SOB INCERTEZA EM INVESTIMENTOS 
INTERNACIONAIS NA EXPLORAÇÃO & PRODUÇÃO OFFSHORE DE 
PETRÓLEO: UMA ABORDAGEM MULTICRITÉRIO. Pesquisa Operacional, Rio 
de Janeiro, v. 25, n. 3, p.331-348, 2005. Quadrimestral. Publicação da Sociedade 
Brasileira de Pesquisa Operacional (SOBRAPO). Disponível em: 
<http://www.scielo.br/scielo.php?script=sci_arttext&pid=S0101-
74382005000300003&lng=pt&nrm=iso>. Acesso em: 21 fev. 2015. 

18. MCCULLOCH, Warren S.; PITTS, Walter. A logical calculus of the ideas 
immanent in nervous activity. The Bulletin of Mathematical Biophysics, [s.l.], v. 5, 
n. 4, p.115-133, dez. 1943. Springer Science + Business Media. DOI: 
10.1007/bf02478259. Disponível em: 
<https://www.google.com.br/url?sa=t&rct=j&q=&esrc=s&source=web&cd=3&cad=
rja&uact=8&ved=0ahUKEwiJ_5aP247LAhWKhZAKHTWGCLMQFgg0MAI&url=htt
p://deeplearning.cs.cmu.edu/pdfs/McCulloch.and.Pitts.pdf&usg=AFQjCNGuY4kTk
wdXzosvJd1CdNOgiIzOaQ&sig2=8MSTRFe6QPWeAHpMkFN7sw>. Acesso em: 
23 fev. 2016. 

19. MITCHELL, Melanie. An Introduction to Genetic Algorithms. 5. ed. Cambridge, 
Massachusetts: A Bradford Book The MIT Press, 1999. 158 p. Disponível em: 
<https://www.google.com.br/url?sa=t&rct=j&q=&esrc=s&source=web&cd=3&ved=
0ahUKEwif57GzsJ_LAhULgJAKHaGaDSoQFggqMAI&url=http://www.boente.eti.b
r/fuzzy/ebook-fuzzy-
mitchell.pdf&usg=AFQjCNGfU_i6oWloPS75Dj6Pa216CrB83Q&sig2=seZOzXHhkj
QKGWSjb-ze8g&cad=rja>. Acesso em: 01 mar. 2016. 

20. MORENO, Lorenza et al. PLANNING OFFSHORE HELICOPTER FLIGHTS ON 
THE CAMPOS BASIN. In: SIMPÓSIO BRASILEIRO DE PESQUISA 
OPERACIONAL (SBPO), 37., 2005, Gramado. Anais... . Gramado: SBPO, 2005. 
p. 967 - 976. Disponível em: 
<https://www.google.com.br/url?sa=t&rct=j&q=&esrc=s&source=web&cd=1&cad=
rja&uact=8&ved=0ahUKEwibpfKRtJXLAhXIgZAKHVdBB5AQFggdMAA&url=http:/
/www.din.uem.br/sbpo/sbpo2005/pdf/arq0134.pdf&usg=AFQjCNFRX6iRG6tsxozi
ERD5iXL1doOZRQ&sig2=vCMAMPxLndy5EfiPPm9_1g>. Acesso em: 26 fev. 
2016. 

21. MURTHA, James. Decisions Involving Uncertainty: An @Risk Tutorial for the 
Petroleum Industry. Newfield, NY: Palisade, 2000. 140 p. 

22. NASDAQ. Crude Oil: End of day Commodity Futures Price Quotes for Crude Oil 
WTI (NYMEX). 2016. Disponível em: <http://www.nasdaq.com/markets/crude-
oil.aspx>. Acesso em: 26 abr. 2016. 

23. NIKRAVESH, M.; ZADEH, L.a.; AMINZADEH, Fred. Soft Computing and 
Intelligent Data Analysis in Oil Exploration: 51 Developments in Petroleum 
Science. Amsterdam, The Netherlands: Elsevier Science, 2003. 754 p. Formato: 
eBook Kindle. 



 52 

24. NIKRAVESH, Masoud; ZADEH, Lofti A.; KOROTKIKH, Victor. Fuzzy Partial 
Differential Equations and Relational Equations: Reservoir Characterization and 
Modeling. 2004. ed. Heidelberg, Germany: Springer, 2004. 347 p. (Studies in 
Fuzziness and Soft Computing (Book 142). 

25. OLIVEIRA JÚNIOR, Joacir Marques. CLASSIFICAÇÃO DE LITOFÁCIES 
ATRAVÉS DA ANÁLISE AUTOMÁTICA DE PERFIS ELÉTRICOS DE POÇOS 
DE PETRÓLEO DA AMAZÔNIA. 2014. 79 f. Dissertação (Mestrado) - Curso de 
Informática, Centro de Tecnologia, Universidade Federal do Amazonas, Manaus, 
2014. Disponível em: 
<https://www.google.com.br/url?sa=t&rct=j&q=&esrc=s&source=web&cd=2&ved=
0ahUKEwit2uHgrJXLAhUGh5AKHYz7BeAQFggiMAE&url=http://tede.ufam.edu.br
/bitstream/tede/4144/2/Disserta%C3%A7%C3%A3o%20-
%20Joacir%20Marques%20de%20Oliveira%20J%C3%BAnior.pdf&usg=AFQjCN
F4a1C18ZMojFY8ssYYVuN9kYAoGg&sig2=EYXwXAv25naMWHOQyach2g&cad
=rja>. Acesso em: 26 fev. 2016. 

26. PACHECO, Fabíola et al. IDENTIFICAÇÃO DE PADRÕES DE ESCOAMENTO 
MULTIFÁSICO E DETERMINAÇÃO DA PERDA DE CARGA COM O AUXÍLIO 
DE REDES NEURAIS. In: PDPETRO, 4., 2007, Campinas, SP. IDENTIFICAÇÃO 
DE PADRÕES DE ESCOAMENTO MULTIFÁSICO E DETERMINAÇÃO DA 
PERDA DE CARGA COM O AUXÍLIO DE REDES NEURAIS. Campinas, SP: 
ABPG, 2007. p. 2 - 12. Disponível em: 
<https://www.google.com.br/url?sa=t&rct=j&q=&esrc=s&source=web&cd=3&cad=
rja&uact=8&ved=0ahUKEwip7bydoJDLAhUJG5AKHXZfCiMQFggsMAI&url=http://
www.portalabpg.org.br/PDPetro/4/resumos/4PDPETRO_2_4_0076-
1.pdf&usg=AFQjCNFvfqpsiMpv9His3_kPlR5t48v1ig&sig2=bcO-
2JhacZThhCuRWDCdEA>. Acesso em: 24 fev. 2016. 

27. PALISADE (Ed.). User’s Guide PrecisionTree: Decision Analysis Add-In for 

Microsoft Excel. 6. ed. Ithaca, NY, USA: Palisade Corporation, 2013. Disponível 
em: <https://www.palisade.com/downloads/manuals/611/EN/PTree6_EN.pdf>. 
Acesso em: 24 abr. 2016. 

28. PETROBRAS (Rio de Janeiro). Petrobras. Fatos e Dados: Ajustes no Plano de 
Negócios e Gestão 2015-2019. 2016. Disponível em: 
<http://www.petrobras.com.br/fatos-e-dados/ajustes-no-plano-de-negocios-e-
gestao-2015-2019-1.htm>. Acesso em: 27 fev. 2016. 

29. RAJASEKARAN, S.; PAI, G. A. Vijayalakshmi. NEURAL NETWORKS, FUZZY 
LOGIC, AND GENETIC ALGORITHMS: SYNTHESIS AND APPLICATIONS. 
Delhi, India: Phi Learning, 2012. 632 p. Formato: eBook Kindle. 

30. RATTI, Ronald A.; VESPIGNANI, Joaquin L. OPEC and non-OPEC oil production 
and the global economy. Energy Economics, [s.l.], v. 50, p.364-378, jul. 2015. 
Elsevier BV. DOI: 10.1016/j.eneco.2014.12.001. Disponível em: 
<http://www.sciencedirect.com/science/article/pii/S0140988314003053>. Acesso 
em: 21 fev. 2016. 

 

 

 

 



 53 

31. SALGADO, Ricardo Menezes et al. ALGORITMOS DE AGRUPAMENTO E 
SISTEMAS ESPECIALISTAS APLICADOS NO RECONHECIMENTO DE 
PADRÕES DE ESCOAMENTO GÁS/LÍQUIDO. In: SIMPÓSIO BRASILEIRO DE 
PESQUISA OPERACIONAL (SBPO), 42., 2010, Bento Gonçalves. Anais... . 
Bento Gonçalves: SBPO, 2010. p. 2275 - 2286. Disponível em: 
<https://www.google.com.br/url?sa=t&rct=j&q=&esrc=s&source=web&cd=7&ved=
0ahUKEwip7bydoJDLAhUJG5AKHXZfCiMQFghEMAY&url=http://www.din.uem.br
/sbpo/sbpo2010/pdf/72342.pdf&usg=AFQjCNH4j1iG6vx7kBfItWbqf025aIqbvw&si
g2=CaGYcli3I2B9FJXyxRjNaA&cad=rja>. Acesso em: 24 fev. 2016. 

32. SELLI, Marcelo Fernando. Identificação de Padrões de Escoamento Horizontal 
Bifásico Gás-Líquido Através de Distribuição Tempo-Frequência e Redes 
Neurais. 2007. 106 f. Tese (Doutorado) - Curso de Engenharia Mecânica, Centro 
de Tecnologia, Escola de Engenharia de São Carlos da Universidade de São 
Paulo, São Carlos, 2007. Disponível em: 
<https://www.google.com.br/url?sa=t&rct=j&q=&esrc=s&source=web&cd=6&ved=
0ahUKEwip7bydoJDLAhUJG5AKHXZfCiMQFgg9MAU&url=http://www.teses.usp.
br/teses/disponiveis/18/18147/tde-19012011-
115440/publico/Tese_Selli.pdf&usg=AFQjCNHD_SNuGu3yMonqx7Ihl6chqmLkA
w&sig2=zS-dlp5VPQ9xgS7C0Th2Wg&cad=rja>. Acesso em: 24 fev. 2016. 

33. SNIEDER, Roel; TRAMPERT, Jeannot. INVERSE PROBLEMS IN 
GEOPHYSICS. 1999. Reimpressão de “Wavefield Inversion", Ed. A. Wirgin, 
Springer Verlag, New York, p. 119-190, 1999. Disponível em: 
<www.mines.edu/~rsnieder/snieder_trampert_00.pdf>. Acesso em: 23 fev. 2016. 

34. SOUSA, Anderson Dantas de. Estudo da Perda de Carga em Escoamento 
Multifásico Utilizando Técnicas de Inteligência Artificial com Ênfase no 
Escoamento de Petróleo. 2011. 152 f. Dissertação (Mestrado) - Curso de 
Engenharia Química, Centro de Tecnologia, Universidade Federal de Sergipe, 
São Cristóvão, SE, 2011. 

35. SUSLICK, Saul B.; SCHIOZER, Denis; RODRIGUEZ, Monica Rebelo. Uncertainty 
and Risk Analysis in Petroleum Exploration and Production. TerrÆ: Geosciences, 
Geography, Environment, Campinas, v. 1, n. 6, p.30-41, 2009. Semestral. 
Disponível em: <http://www.ige.unicamp.br/terrae>. Acesso em: 21 fev. 2016. 

36. TANSCHEIT, Ricardo. SISTEMAS BASEADOS EM CONHECIMENTO POR 
LÓGICA FUZZY. Rio de Janeiro: Depto. de Engenharia Elétrica – PUC-Rio, 2015. 
Notas de Aula. 

37. WUERGES, Artur Filipe Ewald; BORBA, Jose Alonso. Redes neurais, lógica 
nebulosa e algoritmos genéticos: aplicações e possibilidades em finanças e 
contabilidade. Journal of Information Systems and Technology Management, 
[s.l.], v. 7, n. 1, p.163-182, 30 abr. 2010. TECSI. DOI: 10.4301/s1807-
17752010000100007. Disponível em: 
<http://www.scielo.br/scielo.php?script=sci_arttext&pid=S1807-
17752010000100008>. Acesso em: 23 fev. 2016. 

38. ZADEH, Lotfi A. Outline of a New Approach to the Analysis of Complex Systems 
and Decision Processes. IEEE Transactions on Systems, Man, And Cybernetics, 
[s.l.], v. -3, n. 1, p.28-44, 1973. Institute of Electrical & Electronics Engineers 
(IEEE). http://dx.doi.org/10.1109/tsmc.1973.5408575. 

39. ZADEH, Lotfi. A. Fuzzy sets. Information and Control, [s.l.], v. 8, n. 3, p.338-353, 
jun. 1965. Elsevier BV. http://dx.doi.org/10.1016/s0019-9958(65)90241-x. 

http://dx.doi.org/10.1109/tsmc.1973.5408575
http://dx.doi.org/10.1016/s0019-9958(65)90241-x


 54 

 

APÊNDICE 

 

 

Tabela A.1: Dados das Sondas de Perfuração 
 

 
 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 



 55 

 

 

 

Tabela A.2: Dados dos Poços Produtores 
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Tabela A.3: Dados dos Poços Injetores 
 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 


